实验八  BP神经网络
姓名：                    学号：                 
实验目的：
一、理解 BP 神经网络的基本结构，掌握输入层、隐藏层、输出层、权重、偏置和激活函数等概念。
二、掌握使用神经网络对 MNIST 手写数字数据集进行分类的一般流程。
三、能够阅读并运行 bp.py 程序，分析训练过程中准确率的变化和最终分类效果。
实验内容：
一、BP神经网络与MNIST分类基本概念
1. 用自己的话说明什么是 BP 神经网络。
BP神经网络即反向传播神经网络，是一种多层前馈全连接神经网络。它分为前向传播和反向传播两个核心过程：首先将输入数据从输入层经隐藏层逐层计算，得到预测结果；再根据预测值与真实标签的误差，从输出层反向逐层计算每一层权重、偏置的梯度，按照梯度下降规则不断更新参数，反复迭代直到模型误差最小、分类效果稳定，是最经典的监督学习神经网络，广泛用于图像分类、识别任务。
2. 分别说明输入层、隐藏层、输出层、激活函数、损失函数和优化器的作用。
输入层：接收原始输入数据。本实验中接收28×28=784维的手写数字像素数据，将数据传入网络。
隐藏层：位于输入层与输出层之间，是网络的核心特征提取层。通过权重、偏置和激活函数，挖掘数据中的非线性特征，层数和节点数决定网络的特征学习能力。本实验共3层隐藏层。
输出层：网络最后一层，输出分类结果。本实验输出10维数据，对应0~9共10个手写数字类别。
激活函数：为网络引入非线性能力。若无激活函数，多层网络等价于单层网络，无法拟合复杂数据。本实验隐藏层使用ReLU，输出层使用Softmax。
损失函数：衡量预测值与真实标签的误差大小，是模型优化的目标。训练过程以最小化损失函数为方向更新参数，本实验使用softmax交叉熵损失。
优化器：根据损失函数的误差，按照特定算法自动更新网络权重和偏置，加快模型收敛、降低误差。本实验使用Adam优化器。
3. 说明神经网络分类的一般步骤：加载数据、建立网络、定义损失函数、选择优化器、迭代训练、计算准确率、输出测试结果。
加载数据：读取数据集（本实验为MNIST手写数字），划分训练集、测试集，并做数据预处理；
建立网络：搭建输入层、隐藏层、输出层，初始化权重与偏置；
定义损失函数：选择合适损失函数，计算预测结果与真实标签的误差；
选择优化器：指定优化算法与学习率，用于反向传播更新参数；
迭代训练：分批送入训练数据，循环执行前向传播+反向传播，不断优化网络参数；
计算准确率：每轮/每隔固定步数，分别在训练集、测试集上计算分类准确率，监控型效果；
输出测试结果：训练完成后，使用独立测试集评估模型最终分类性能。

二、MNIST数据集与网络结构整理
阅读实验资料和给定程序 bp.py，将 MNIST 数据集、网络结构、训练参数和输出结果整理到表1。
表1  BP神经网络分类MNIST实验要素整理表
	项目
	内容

	数据集
	MNIST 手写数字数据集

	输入维度
	28×28=784

	输出类别
	10类数字，采用 one-hot 标签

	训练样本
	程序说明中为 55000 个训练样本

	测试样本
	10000 个测试样本

	网络结构
	784 -> 500 -> 1000 -> 300 -> 10

	隐藏层激活函数
	ReLU

	输出层激活函数
	Softmax

	损失函数
	softmax 交叉熵

	优化方法
	AdamOptimizer，学习率 1e-4

	训练批量
	batch_size = 100，循环 550 次

	依赖环境
	tensorflow 1.14.0


【运行截图粘贴处】
[image: ]
图1  BP神经网络训练与测试准确率输出

三、程序设计与实现
1. 编程并运行程序 bp.py，观察训练集准确率和测试集准确率的变化。
2. 说明程序如何加载 MNIST 数据集，并解释 one_hot=True 的作用。
加载方式：代码通过from tensorflow.examples.tutorials.mnist import input_data导入数据集工具，再调用input_data.read_data_sets('MNIST_data', one_hot=True)自动从网络下载MNIST数据集，并划分为训练集、测试集，数据保存至本地  MNIST_data文件夹。
one_hot=True作用：将手写数字标签（0~9）转换为独热编码。一共10个类别，标签会转为10维向量：例如数字3对应的标签为 [0,0,0,1,0,0,0,0,0,0]，仅有对应类别位置为1，其余为0。适配Softmax输出层的计算形式，方便交叉熵损失函数计算误差。

3. 说明程序中权重、偏置、隐藏层、输出层、交叉熵损失和 Adam 优化器的作用。
权重（W）：网络层与层之间的连接参数，是模型学习的核心。控制上一层神经元对下一层神经元的影响程度，训练过程持续更新。
偏置（b）：每一层神经元的偏移量，让激活函数可以左右平移，提升模型拟合能力，避免神经元永远无法被激活。
隐藏层：多层全连接结构，使用ReLU激活函数提取像素数据中的抽象特征，逐层转换数据表达。
输出层：接收最后一层隐藏层数据，通过Softmax将输出转为概率分布，10个输出值分别对应数字0~9的预测概率，概率最大的即为分类结果。
交叉熵损失：专门用于分类任务的损失函数，计算预测概率分布与真实独热标签的差距。梯度计算稳定，配合Softmax可大幅提升分类训练效果。
Adam优化器：自适应学习率优化算法，结合动量与自适应学习率优势，收敛速度快、训练稳定，自动调整权重更新幅度，相比传统梯度下降效果更好。

4. 说明训练循环中每 50 步输出准确率的意义。
1)实时监控训练状态：观察训练集、测试集准确率变化，判断模型是否正常收敛；
2)提前发现问题：若准确率长期不变、突然暴跌，可及时判断出现欠拟合、过拟合、梯度消失等问题；
3)观察收敛趋势：区分训练集与测试集准确率差异，判断模型是否过拟合（训练集准确率远高于测试集）；
4)节约资源：无需每一步都打印，减少日志输出，同时保留关键训练节点数据。

5. 在报告中粘贴主要程序代码。若在原程序基础上修改，请标明修改位置和修改原因。
【程序主要代码粘贴处】
import tensorflow as tf
from tensorflow.examples.tutorials.mnist import input_data

# 加载MNIST数据集，通过设置 one_hot=True 来使用独热编码标签
# 独热编码：对于每个图片的标签 y，10 位中仅有一位的值为 1，其余的为 0。
mnist = input_data.read_data_sets('MNIST_data', one_hot=True)

# 权重正态分布初始化函数
def weight_variable(shape):
    # 生成截断正态分布随机数,shape表示生成张量的维度，mean是均值(默认=0.0)，stddev是标准差。
    # 取值范围为 [ mean - 2 * stddev, mean + 2 * stddev ]，这里为[-0.2, 0.2]
    initial = tf.truncated_normal(shape, stddev = 0.1) 
    return tf.Variable(initial)

# 偏置量初始化函数
def bias_variable(shape):
    initial = tf.constant(0.1, shape = shape) # value=0.1, shape是张量的维度
    return tf.Variable(initial)

if __name__ == "__main__":
    print(int(mnist.train.num_examples)) # 55000
    print(int(mnist.test.num_examples)) # 10000

    # 为训练数据集的输入 x 和标签 y 创建占位符
    x = tf.placeholder(tf.float32, [None,784]) # None用以指代batch的大小，意即输入图片的数量不定，一张图28*28=784
    y = tf.placeholder(tf.float32, [None,10]) 
    # 意思是每个元素被保留的概率，keep_prob=1即所有元素全部保留。大量数据训练时，为了防止过拟合，添加Dropout层，设置一个0~1之间的小数  
    keep_prob = tf.placeholder(tf.float32)

    # 创建神经网络第1层，输入层，激活函数为relu
    W_layer1 = weight_variable([784, 500])  
    b_layer1 = bias_variable([500]) 
    h1 = tf.add(tf.matmul(x, W_layer1), b_layer1) # W * x + b
    h1 = tf.nn.relu(h1)
    # 创建神经网络第2层，隐藏层，激活函数为relu
    W_layer2 = weight_variable([500, 1000])  
    b_layer2 = bias_variable([1000])   
    h2 = tf.add(tf.matmul(h1, W_layer2), b_layer2) # W * h1 + b，h1为第1层的输出
    h2 = tf.nn.relu(h2)
    # 创建神经网络第3层，隐藏层，激活函数为relu
    W_layer3 = weight_variable([1000, 300])  
    b_layer3 = bias_variable([300])    
    h3 = tf.add(tf.matmul(h2, W_layer3), b_layer3) # W * h2 + b，h2为第2层的输出
    h3 = tf.nn.relu(h3)
    # 创建神经网络第4层，输出层，激活函数为softmax
    W_layer4 = weight_variable([300, 10])  
    b_layer4 = bias_variable([10])    
    predict = tf.add(tf.matmul(h3, W_layer4), b_layer4) # W * h3 + b，h3为第3层的输出
    y_conv = tf.nn.softmax(tf.matmul(h3, W_layer4) + b_layer4)
    # 计算交叉熵代价函数
    cross_entropy = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits(logits = predict, labels = y))
    # 使用Adam下降算法优化交叉熵代价函数
    train_step = tf.train.AdamOptimizer(1e-4).minimize(cross_entropy)
    # 预测是否准确的结果存放在一个布尔型的列表中
    correct_prediction = tf.equal(tf.argmax(y_conv, 1), tf.argmax(y, 1))# argmax返回的矩阵行中的最大值的索引号
    # 求预测准确率
    accuracy = tf.reduce_mean(tf.cast(correct_prediction, 'float'))# cast将布尔型的数据转换成float型的数据；reduce_mean求平均值
    
    # 初始化
    init_op = tf.global_variables_initializer()

    with tf.Session() as sess:
        sess.run(init_op)
        for i in range(550): # 训练样本为55000，分成550批，每批为100个样本
            batch = mnist.train.next_batch(100)
            if i % 50 == 0: # 每过50批，显示其在训练集上的准确率和在测试集上的准确率
                train_accuracy = accuracy.eval(feed_dict={x: batch[0], y: batch[1], keep_prob: 1.0})
                test_accuracy = accuracy.eval(feed_dict={x: mnist.test.images, y: mnist.test.labels})
                print( 'step %d, training accuracy %g, test accuracy %g' %(i, train_accuracy, test_accuracy))
            # 每一步迭代，都会加载100个训练样本，然后执行一次train_step，并通过feed_dict，用训练数据替代x和y张量占位符。 
            sess.run(train_step, feed_dict = {x: batch[0], y: batch[1], keep_prob: 0.5})
        # 显示最终在测试集上的准确率 
        print ('test accuracy %g' % accuracy.eval(feed_dict={x: mnist.test.images, y: mnist.test.labels, keep_prob: 1.0}))

四、测试与验证
至少完成4组测试，其中第1组为给定程序默认网络结构，第2组至第4组可修改隐藏层数量、隐藏层节点数、训练轮数或学习率。每组测试应记录网络结构、训练参数、准确率变化和最终测试准确率，并附运行截图。
表2  程序测试记录表
	序号
	网络/参数设置
	主要过程
	预期结果
	实际结果
	是否通过

	1
	默认结构 784-500-1000-300-10，训练550步
	每50步输出训练集和测试集准确率
	测试准确率逐步提高
	最终 test accuracy 0.9458
	通过

	2
	减少隐藏层节点数
	
	准确率可能下降，训练速度可能提高
	
	

	3
	增加训练轮数
	
	准确率可能继续提高或趋于稳定
	
	

	4
	调整学习率
	
	观察收敛速度和稳定性变化
	
	

	5
	自选网络结构
	
	
	
	


【运行截图粘贴处】




五、实验分析与小结
1. 选择一次训练输出，分析训练集准确率和测试集准确率的变化趋势。
2. 分析隐藏层数量、节点数和训练次数对分类准确率的影响。
3. 思考为什么需要使用交叉熵损失函数和 Softmax 输出。
4. 总结本次实验对神经网络分类方法的理解。
【填写处】
1. 选取默认参数的训练过程分析：
训练初期（0~100步）：训练集、测试集准确率都快速上升。初始随机参数识别能力差，准确率不足10%；随着迭代，网络快速学习像素特征，50步时训练准确率达0.73，100步升至0.91。
训练中期（100~300步）：训练集准确率小幅波动、趋于平缓，测试集准确率持续稳步上升。模型开始收敛，训练集特征基本学习完成，泛化能力持续提升。
训练后期（300~550步）：训练集准确率在0.91~0.94区间小幅震荡，测试集准确率缓慢提升并逐步稳定。模型达到拟合饱和状态，最终整体测试准确率达到0.9458。
整体特征：全程训练集准确率略高于测试集，无明显过拟合现象，模型泛化能力良好。
2.
隐藏层节点数
节点数过少：网络特征提取能力不足，出现欠拟合，准确率明显下降，但训练速度更快；
节点数过多：特征学习能力变强，但参数增多、训练变慢，容易出现过拟合（训练集准确率远高于测试集）；
节点数需适中，匹配数据集复杂度。
隐藏层数量
层数过少：网络非线性表达能力弱，无法提取复杂特征，准确率偏低；
层数过多：易引发梯度消失、过拟合，准确率不升反降；MNIST简单分类任务，2~3层隐藏层效果最佳。
训练次数（迭代轮数）
轮数不足：模型未收敛，特征学习不充分，准确率低；
轮数逐步增加：准确率持续上升，直到模型收敛；
轮数过多：收敛后继续训练，测试集准确率不再提升，甚至出现过拟合，浪费计算资源。
3.
Softmax 激活函数（输出层）
将输出层原始数值转换为0~1之间的概率分布，所有输出之和为1，直观表示样本属于每一类的概率，完美适配多分类任务（本实验10分类），便于判断最终类别。
Softmax + 交叉熵损失函数
交叉熵专门用于分类任务，相比均方误差，梯度计算更稳定，训练时参数更新效率更高，不易出现梯度饱和；
二者组合是多分类任务的标准搭配，可精准计算预测概率与真实独热标签的误差，引导模型快速收敛，提升分类精度。
4.
1)BP神经网络依靠前向传播计算预测、反向传播更新参数完成学习，核心是不断优化权重与偏置。
2)神经网络的超参数（隐藏层节点数、层数、学习率、迭代次数）直接决定模型效果，没有固定最优参数，需要根据数据集反复调优。
3)激活函数为网络提供非线性能力，损失函数定义优化目标，优化器负责参数更新，三者是神经网络训练的三大核心组件。
4)模型训练需要兼顾拟合能力与泛化能力：既要避免欠拟合（学习不足），也要防止过拟合（只记住训练数据，陌生数据识别差）。
5)MNIST手写数字是经典的图像分类数据集，基于全连接BP网络即可实现较高识别率，验证了BP神经网络在简单图像分类场景的实用性。

实验主要仪器设备及材料：
计算机（联网），Python 3 开发环境，相关第三方依赖库，PyCharm 或 VS Code，Office 工具。
实验报告书写要求：
一、必须含有封面，正文内容应包括实验目的、实验内容、程序代码、运行结果和实验小结。
二、实验内容以文字说明、表格记录和截图相结合的形式呈现。每个程序应附程序正文和运行结果。
三、每份实验报告要求字体、段落和图片格式统一，最后正反面打印。
四、截图应清晰显示训练过程、测试准确率和最终分类结果。
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